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摘 要： 基于平均１依赖贝叶斯分类器（ＡＯＤＥ）算法的思想，提出了平均１依赖决策树集成算法（ＡＯＤＴ），该算
法通过使用每个输入属性和类别属性共同建立集成学习中的个体决策树分类器．同时，我们从多任务学习的角度探讨
了ＡＯＤＥ和ＡＯＤＴ算法的工作原理．通过在Ｗｅｋａ平台上使用４０个ＵＣＩ数据集的实验结果表明，该算法可以显著提高
决策树学习算法的分类性能，并且具有很好的抗噪声性能．
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１ 引言

泛化能力一直是机器学习所关注的一个重要问题，

即学习算法在训练集上学习得到的模型可以很好地预

测未知测试数据．集成学习是指利用训练数据建立若干
个有差异的分类器，然后将它们各自的预测结果进行集

成以作为最终预测结果．由于集成学习可以有效地提高
学习系统泛化能力，因此从上世纪９０年代开始，对集成
学习理论和算法的研究逐渐成为了机器学习领域的一

个热点［３，４，７，８］．为了构造一个强的集成学习系统，现在
一般认为，集成中各个体分类器应该具有较高的精度同

时个体之间具有较高的差异度［３］．
平均 １依赖贝叶斯分类器 （ＡｖｅｒａｇｅｄＯｎｅＤｅｐｅｎ

ｄｅｎｃｅＥｓｔｉｍａｔｏｒｓ，简称 ＡＯＤＥ）［１］是最近提出的一种有效

的朴素贝叶斯分类器的集成算法，它通过为每个输入属

性分别建立一个超１依赖贝叶斯分类器，然后将它们对
新的样例的预测值进行平均作为集成的最终结果．具有
分类精确度高，学习效率高，支持增量学习等优点．在本
文中，我们基于ＡＯＤＥ算法的思想提出了平均１依赖决
策树集成算法（ＡＯＤＴ），该算法通过使用每个输入属性
和类别属性共同建立集成学习中的每个个体决策树分

类器．实验结果表明其具有以下几个特性：
—在没有噪声的环境下，其分类性能可以与 Ｂｏｏｓｔ

ｉｎｇ和ＲａｎｄｏｍＦｏｒｅｓｔ集成算法相媲美，同时其分类性能
要显著地优于 Ｂａｇｇｉｎｇ集成算法；

—在有一定的噪声的环境下，其分类性能要显著地

优于 Ｂｏｏｓｔｉｎｇ和ＲａｎｄｏｍＦｏｒｅｓｔ集成算法，同时其分类性
能要稍优于Ｂａｇｇｉｎｇ集成算法；
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—ＡＯＤＴ算法的实现只需要在既有决策树学习算
法的基础上加少量修改，并且支持并行化．

２ 平均１依赖决策树集成算法

２１ 平均１依赖贝叶斯分类器
朴素贝叶斯（ＮａｖｅＢａｙｅｓ）分类器是一种简单高效

的学习算法，它假设各个属性之间在给定类别属性的

情况下是相互独立的．假定训练样例可以描述为 ｎ维
属性向量〈Ａ１，Ａ２，…，Ａｎ〉，朴素贝叶斯算法是在给定样
例 ａ的属性值向量〈ａ１，ａ２，…，ａｎ〉时，使用以下公式选
择具有最大后验概率（ＭＡＰ）的类别标记 ｃ作为对样例
ａ的预测结果：

ａｒｇｍａｘ
ｃ∈Ｃ

ｐ（ｃ）∏
ｎ

ｉ＝１
Ｐ（ａｉ｜ｃ） （１）

图１（ａ）给出了朴素贝叶斯算法的图形表示，在朴
素贝叶斯中每个属性节点都仅以类别属性为自己的父

节点．尽管朴素贝叶斯算法简单并且在很多真实的数
据集上效果很好，但是其属性之间条件独立性假设在

现实世界中并不总是成立的，这在一定程度上影响了

其分类性能．

平均１依赖贝叶斯分类器算法［１］是一种有效的朴
素贝叶斯分类器的集成算法，它通过为每个输入属性

分别建立一个超 １依赖贝叶斯分类器，然后将它们对
新的样例的预测值进行平均作为集成的最终结果．即
在给定样例 ａ的属性值向量〈ａ１，ａ２，…，ａｎ〉时，使用以
下公式选择具有最大后验概率（ＭＡＰ）的类别标记 ｃ作
为对样例ａ的预测结果：

ａｒｇｍａｘ
ｃ∈Ｃ ∑ｉ：１≤ｉ≤ｎ∧Ｆ（ａｉ）≥λ

Ｐ（ｃ，ａｉ）∏
ｎ

ｊ＝１∧ｊ≠ｉ
Ｐ（ａｊ｜ｃ，ａｉ）

（２）
其中，Ｆ（ａｉ）代表属性值 ａｉ在训练样例中出现的次数，

λ则是事先确定的门限值，在最初的研究中
［１］设定λ＝

３０以避免不精确的概率估计，但随后的研究表明［２］这
样反而会降低算法的分类精确度，所以后续研究均设

定λ＝１．
ＡＯＤＥ算法可以被看作是首先以每个输入属性作

为超父节点建立一个超１依赖贝叶斯分类器，然后在
预测实例 ａ的类别标记时，通过将这些超１依赖贝叶

斯分类器对每个类别标记 ｃ的预测概率进行平均，并
选取具有最大平均后验概率值的类别标记 ｃ作为集成
学习的输出．图１（ｂ）给出了超１依赖贝叶斯分类器的
图形表示，在超１依赖贝叶斯分类器中每个属性节点
除了以类别属性为自己的父节点外，还都以给定的超

父节点属性为父节点．
２２ 平均１依赖决策树集成算法

信息增益（ＩｎｆｏｒｍａｔｉｏｎＧａｉｎ）是目前使用最为广泛的
构造决策树的一种划分标准．传统的决策树学习算法
在构造决策树时仅使用类别属性的信息增益来选择划

分属性，也就是说构造的决策树的结构仅仅依赖于类

别属性．类似在超１依赖贝叶斯分类器中，超父节点属
性同类别属性一样被设置为所有其它属性的父节点，

即其它属性都同时依赖于超父节点属性和类别属性．
受此启发，我们将超父节点属性的信息加入到信息增

益中，从而使得学习算法在构造决策树时，同时依赖超

父节点属性和类别属性的信息增益来决定最佳的划分

属性，我们相应称之为超１依赖决策树模型．为了表达
这种依赖关系，在本文中，我们将类别属性和超父节点

属性信息增益的通过各自熵的归一化之和作为新的划

分标准．采用熵归一化处理的目的是为了在类别属性
取值的个数和超父节点属性取值的个数差距比较大

时，防止算法偏向于多数的一方，以至于无法反应少数

一方的信息．具体如式（３）所示：
ＯＤＴＩＧ（Ｔ，Ａ，ＳＰＡ，Ｃ）＝ＩＧ（Ｔ，Ａ，Ｃ）／Ｅｎｔｒｏｐｙ（Ｔ，Ｃ）

＋ＩＧ（Ｔ，Ａ，ＳＰＡ）／Ｅｎｔｒｏｐｙ（Ｔ，ＳＰＡ） （３）
其中 Ｔ表示训练集，Ａ表示划分属性，ＳＰＡ表示超父节
点属性，Ｃ表示类别属性．ＯＤＴＩＧ（Ｔ，Ａ，ＳＰＡ，Ｃ）表示使
用属性 ＳＰＡ作为超父节点属性的超１依赖决策树模型
在给定划分属性 Ａ上的信息增益，ＩＧ（Ｔ，Ａ，Ｃ）表示给
定划分属性 Ａ相对于属性Ｃ的信息增益，Ｅｎｔｒｏｐｙ（Ｔ，
Ｃ）表示属性 Ｃ的相对于训练集Ｔ的熵，其余符号定义
类似．

通过分别使用每个输入属性作为超父节点属性，

我们得到一个有差异的超１依赖决策树集合．同时，为
了进一步提高每个超 １依赖决策树之间的差异度，我
们取消生成决策树的剪枝操作．当给定一个新的样例 ａ
时，通过使用集成中每个个体超１依赖决策树对样例ａ
的预测概率的算术平均值作为集成的预测结果．

值得注意的是，ＡＯＤＴ算法通过分别使用每个输入
属性作为超父节点属性和类别属性共同建立集成中的

每个超１依赖决策树，因此ＡＯＤＴ的集成规模等于给定
的训练样例的输入属性的个数，这点同 ＡＯＤＥ类似．同
时，每个超１依赖决策树的建立过程并不依赖其它超
１依赖决策树，即它们是相互独立的，因此算法支持并
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行化．
２３ 从多任务学习角度解释 ＡＯＤＥ和 ＡＯＤＴ的工

作原理

多任务学习（ＭｕｌｔｉＴａｓｋＬｅａｒｎｉｎｇ）能够通过使用共
享表示同时学习多个相关的任务，相对于分别独立学

习这些任务来说，其可以显著地提高这些任务的泛化

能力．近年以来，多任务学习以及和其相关的迁移学习
逐渐成为了机器学习领域的研究热点之一，并被理

论［６］和实践［５］证明是有效的．在多任务学习中，辅助任
务相对于主任务来说提供了额外的偏置（Ｂｉａｓ），这些额
外的偏置使得学习算法在搜索假设空间时，倾向于选

择能够同时解释主任务和辅助任务的假设［５］．在实际
的应用中，我们可以通过选择若干同主任务相关但具

有不同偏置的辅助任务，然后通过分别使用这些不同

的辅助任务和主任务学习得到若干不同的分类器．由
于这些辅助任务与主任务相关联，因此每个分类器具

有较高的分类精确度，同时这些不同辅助任务具有不

同的偏置，因此构建的不同的分类器之间具有差异性．
通过将这些分类器进行集成，可以产生良好的分类结

果［１２］．
从图１（ｂ）中我们可以看出在超１依赖贝叶斯分类

器中，超父节点属性同类别属性一样被设置为所有其

它属性的父节点，即每个属性之间在给定类别属性和

超父节点属性值时属性才是相互独立的．同样在超１
依赖决策树的学习过程中，使用超父节点属性和类别

属性的信息增益来共同决定最佳的划分属性．因此，超
父节点属性在一定程度上扮演的是和分类主任务属性

的类似的角色．在一定程度上，我们可以认为，超 １依
赖贝叶斯分类器和超１依赖决策树分别可以被看作是
使用超父节点属性作为辅助任务的朴素贝叶斯和决策

树算法的多任务版本．ＡＯＤＥ和 ＡＯＤＴ通过使用不同的
输入属性作为辅助任务和分类主任务共同建立集成个

体学习器，只要不同的输入属性和分类主任务是相关

的，那么产生的多任务学习器就具有较好的性能，同时

如果不同的输入属性代表不同的偏置，那么产生的不

同个体学习器之间就具有一定的差异性，通过将它们

进行集成可以产生较好的性能．

３ 实验结果与分析

３１ 实验数据和对比算法

实验基于 Ｗｅｋａ机器学习平台［１１］，并采用 ４０个广
泛使用的ＵＣＩ数据集［１０］．由于我们提出的算法不能处
理缺失数据情况，同时需要每个辅助任务属性必须为

离散属性，所以在实验中我们采取以下三个步骤对每

个数据集进行预处理：采用 Ｗｅｋａ平台中无监督的属性

过滤器 ＲｅｐｌａｃｅＭｉｓｓｉｎｇＶａｌｕｅｓ处理数据集中的缺失数
据；采用Ｗｅｋａ平台中的有监督的属性过滤器 Ｄｉｓｃｒｅｔｉｚｅ
（即使用ＭＤＬ离散方法）对数据集中的连续值属性进行
离散化处理；采用Ｗｅｋａ平台中的无监督的属性过滤器
Ｒｅｍｏｖｅ过滤掉数据集中的冗余属性．

在实验中，我们对比了本文提出的ＡＯＤＴ算法同主
要的集成学习算法 Ｂａｇｇｉｎｇ、Ｂｏｏｓｔｉｎｇ和 ＲａｎｄｏｍＦｏｒｅｓｔ的
分类性能．由于 Ｗｅｋａ中已经实现了 Ｃ４５、Ｂａｇｇｉｎｇ、
Ｂｏｏｓｔｉｎｇ和ＲａｎｄｏｍＦｏｒｅｓｔ算法，所以我们仅在 Ｗｅｋａ平台
的框架下实现了我们提出的 ＡＯＤＴ算法．Ｂａｇｇｉｎｇ和
Ｂｏｏｓｔｉｎｇ的基学习器均使用 Ｃ４５算法，而 ＲａｎｄｏｍＦｏｒｅｓｔ
则使用自有的基学习器．同时 Ｂａｇｇｉｎｇ、Ｂｏｏｓｔｉｎｇ和 Ｒａｎ
ｄｏｍＦｏｒｅｓｔ的集成规模设定为 ５０．所有其它的参数均使
用ＷＥＫＡ的默认值．
３２ 实验结果及分析

通过使用１０次１０折交叉验证来计算算法在数据
集上的分类准确度，并且每个算法都使用相同的１０个
用于划分１０折的随机种子．表１给出了上述算法在４０
个数据集上的分类精确度和方差、平均分类准确度和

总体 ｒａｎｋ值［９］．表 ２给出了我们使用９５％置信度的双
侧 ｔｔｅｓｔ比较不同算法的分类性能的对比结果，其中每
个条目 ｗ／ｔ／ｌ表示该行对应的算法同该列对应的算法
相比，在 ｗ个数据集上胜出，在 ｔ个数据集上平手，在 ｌ
个数据集上落败．从表２中，我们可以看出，首先 ＡＯＤＴ
算法可以显著地提高决策树学习算法的分类性能（在

１７个数据集上胜出，４个数据集上落败），其次 ＡＯＤＴ算
法的性能要显著优于 Ｂａｇｇｉｎｇ算法（在 ８个数据集上胜
出，４个数据集上落败），最后，ＡＯＤＴ的性能同目前公认
的最好的决策树的集成算法 ＲａｎｄｏｍＦｏｒｅｓｔ和 Ｂｏｏｓｔｉｎｇ
相比，其性能基本相当．值得指出的是，在本文的实验
设置中，ＡＯＤＴ算法的集成规模在大多数的数据集上都
要显著低于Ｂｏｏｓｔｉｎｇ和ＲａｎｄｏｍＦｏｒｅｓｔ．

由于在很多的实际应用中，给定的数据集中往往

包含一定的噪音数据，所以健壮性也是评价学习算法

的重要特性之一．表３给出了在引入５％随机类别噪声
的情况下，使用９５％置信度的双侧 ｔｔｅｓｔ比较不同算法
的分类性能的对比结果．从表３中，我们可以看出，在引
入一定噪声的情况下，首先ＡＯＤＴ算法在噪声环境下依
然可以显著地提高决策树学习算法的分类性能（在 １７
个数据集上胜出，５个数据集上落败），其次 ＡＯＤＴ算法
的性能要显著优于 Ｂｏｏｓｔｉｎｇ算法（在 ２１个数据集上胜
出，３个数据集上落败）和 ＲａｎｄｏｍＦｏｒｅｓｔ算法（在 １２个
数据集上胜出，５个数据集上落败），并且，ＡＯＤＴ算法同
Ｂａｇｇｉｎｇ相比，其性能基本相当．
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表１ 算法在４０个ＵＣＩ数据集上的分类准确度和方差

Ｄａｔａｓｅｔｓ Ｃ４．５ Ｂａｇｇｉｎｇ Ｂｏｏｓｔｉｎｇ ＲａｎｄｏｍＦｏｒｅｓｔ ＡＯＤＴ

ａｄｕｌｔ ８６．７４±０．３９ ８６．９４±０．３６ ８５．４９±０．４０ ８５．５９±０．４０ ８６．５６±０．３２
ａｎｎｅａｌ ９８．７８±０．９１ ９８．７９±０．８７ ９９．６１±０．６２ ９９．４２±０．８４ ９６．３７±２．３２
ａｕｄｉｏｌｏｇｙ ７７．２２±７．６８ ８０．９７±７．５０ ８４．８２±７．１３ ７９．７８±６．８７ ８３．０７±６．４６
ａｕｔｏｓ ７６．３９±９．５５ ８３．８９±８．５１ ８６．３８±６．９４ ８７．０６±６．８６ ８４．９８±７．８９
ｂａｌａｎｃｅｓｃａｌｅ ６９．３２±３．８９ ６９．２６±３．８０ ６９．３１±３．９０ ６９．００±３．８４ ７０．３１±４．３０
ｂｒｅａｓｔｃａｎｃｅｒ ７５．２６±５．０４ ７３．７６±５．８５ ６６．０４±８．２１ ７０．３７±７．３４ ６９．９７±７．０４
ｂｒｅａｓｔｗ ９４．６５±２．５１ ９５．４９±２．５７ ９４．９４±２．７４ ９５．５５±２．６１ ９５．３７±２．６２
ｃａｒ ９２．２２±２．０１ ９３．５９±１．７９ ９６．７２±１．５０ ９４．４２±１．５４ ９５．１７±１．４２
ｃｏｌｉｃ ８４．７２±５．９４ ８５．１０±５．６８ ７９．４８±６．３６ ８２．９１±５．６２ ８４．２４±５．５６
ｃｏｌｉｃＯＲＩＧ ７６．０９±５．３１ ７６．０９±５．３１ ７６．０９±５．３１ ７３．２９±５．５２ ７５．５９±５．６０
ｃｒｅｄｉｔａ ８６．５８±３．５３ ８６．１７±３．５６ ８２．７２±４．３６ ８４．３６±４．０１ ８５．２５±３．９４
ｃｒｅｄｉｔｇ ７２．１７±３．４９ ７３．６６±３．６９ ７１．６９±３．９９ ７３．７６±３．６３ ７４．０８±３．１２
ｄｉａｂｅｔｅｓ ７７．３４±４．９１ ７７．３３±４．７２ ７７．１６±４．３８ ７６．５９±４．７８ ７８．３５±４．３３
ｇｌａｓｓ ７５．２３±９．４６ ７７．１０±９．１３ ７５．２８±９．４０ ７６．９４±８．０７ ７５．７９±８．７０
ｈｅａｒｔｃ ７７．３２±６．２０ ８０．４０±６．３８ ７９．５７±６．５６ ８０．７８±５．８３ ８０．６１±６．１３
ｈｅａｒｔｈ ８０．９６±６．９０ ８０．０４±７．２４ ８２．３４±６．３２ ８１．８４±６．３５ ８０．０８±６．９７
ｈｅａｒｔｓｔａｔｌｏｇ ８２．２６±７．３２ ８４．０４±６．４６ ８３．２２±６．８１ ８３．４１±６．８５ ８１．６３±７．０８
ｈｅｐａｔｉｔｉｓ ８１．３２±９．４８ ８３．２６±１０．１８ ８３．６１±８．９３ ８５．５２±８．０３ ８４．３５±８．８７
ｈｙｐｏｔｈｙｒｏｉｄ ９９．２８±０．４２ ９９．３１±０．４１ ９９．５０±０．３７ ９９．２７±０．４０ ９９．３８±０．３８
ｉｏｎｏｓｐｈｅｒｅ ８９．４９±５．１２ ９１．０３±５．３３ ９３．１１±４．０８ ９２．９９±３．８８ ９１．８８±４．１１
ｉｒｉｓ ９３．８７±４．８９ ９４．４７±５．０２ ９４．６０±５．４２ ９４．１９±５．８１ ９４．３３±５．１４
ｋｒｖｓｋｐ ９９．４４±０．３７ ９９．４６±０．３７ ９９．６０±０．３１ ９９．２３±０．４６ ９８．７２±０．６４
ｌａｂｏｒ ８７．１３±１５．３２ ９１．０７±１１．３６ ９１．１３±１２．０３ ９２．２７±１１．３０ ９０．０３±１１．６４
ｌｅｔｔｅｒ ７８．７５±０．７７ ８１．８７±０．９５ ８９．９４±０．７５ ９２．０１±０．６１ ９１．４７±０．６３
ｌｙｍｐｈ ７６．５１±１０．１４ ７９．４６±１０．２０ ８４．１９±８．３３ ８２．６９±７．７７ ７８．７６±９．８１
ｍｕｓｈｒｏｏｍ １００．０±０．０ １００．０±０．０ １００．０±０．０ １００．０±０．０ １００．０±０．０
ｎｕｒｓｅｒｙ ９７．１８±０．４６ ９７．４２±０．４３ ９９．７５±０．１６ ９９．０６±０．３３ ９８．８９±０．３２
ｐｒｉｍａｒｙｔｕｍｏｒ ４１．０１±６．５９ ４５．１９±６．１６ ４２．６３±６．６１ ４１．２７±６．０９ ４６．１１±６．１９
ｓｅｇｍｅｎｔ ９５．２３±１．３７ ９５．６８±１．２２ ９６．４１±１．２２ ９６．９１±１．０５ ９６．３３±１．１４
ｓｉｃｋ ９７．８２±０．７５ ９７．８４±０．７６ ９７．６３±０．７８ ９７．７０±０．７３ ９７．７５±０．７２
ｓｏｎａｒ ８０．６０±８．８５ ８３．０７±８．８４ ８２．７４±７．７２ ８２．６４±７．９６ ８４．４８±８．７２
ｓｏｙｂｅａｎ ９２．６３±２．７２ ９４．０５±２．６１ ９４．０４±２．６１ ９３．７３±２．６９ ９４．２８±２．６２
ｔｉｃｔａｃｔｏｅ ８５．５７±３．２１ ９４．７３±２．０４ ９８．９２±１．０３ ９６．２９±１．９３ ９６．７１±１．６９
ｖｅｈｉｃｌｅ ７０．７７±３．８６ ７０．８４±４．００ ７２．５３±３．９５ ７３．２５±３．７２ ７３．２４±３．９３
ｖｏｔｅ ９６．２７±２．７９ ９６．２７±２．６７ ９４．８０±３．０５ ９６．１３±２．９６ ９６．３４±２．６６
ｖｏｗｅｌ ７９．５４±４．０１ ８２．４１±３．７２ ８６．４８±３．２５ ９０．０４±３．０２ ８８．１２±３．１６
ｗａｖｅｆｏｒｍ５０００ ７６．３６±１．７７ ７８．７８±１．７７ ８２．１９±１．５９ ８４．４７±１．５４ ７８．０１±１．８４
ｗｉｎｅ ９２．５８±５．３２ ９５．５５±４．９９ ９７．３７±３．９２ ９８．６５±２．５４ ９６．０１±４．８６
ｙｅａｓｔ ５９．４６±３．４０ ５９．７６±３．４６ ５９．４６±３．４０ ５９．５０±３．４２ ６０．６８±３．６３
ｚｏｏ ９２．６１±７．３３ ９３．１０±７．４８ ９６．０７±５．８９ ９２．８５±７．０７ ９３．６８±６．９５
Ｍｅａｎ ８３．６７±４．６０ ８５．１８±４．４３ ８５．６９±４．２６ ８５．８９±４．１１ ８５．６７±４．３４
Ｏｖｅｒａｌｌｒａｎｋ ４．０２５ ２．８３７５ ２．７３７５ ２．７５ ２．６５
Ｏｖｅｒａｌｌｒａｎｋ －－ ２．６７５ ２．４７５ ２．４６２５ ２．３８７５

表２ 在无噪声情况下使用９５％置信度的双侧 ｔｔｅｓｔ比较的结果

ｗ／ｔ／ｌ Ｃ４．５ Ｂａｇｇｉｎｇ Ｂｏｏｓｔｉｎｇ ＲａｎｄｏｍＦｏｒｅｓｔ

Ｂａｇｇｉｎｇ １４／２６／０
Ｂｏｏｓｔｉｎｇ １８／１７／５ １６／１７／７

ＲａｎｄｏｍＦｏｒｅｓｔ １７／１８／５ １２／２２／６ ９／２３／８
ＡＯＤＴ １７／１９／４ ８／２８／４ ９／２４／７ ５／２８／７

表３ 在噪声的情况下使用９５％置信度的双侧 ｔｔｅｓｔ比较的结果

ｗ／ｔ／ｌ Ｃ４．５ Ｂａｇｇｉｎｇ Ｂｏｏｓｔｉｎｇ ＲａｎｄｏｍＦｏｒｅｓｔ

Ｂａｇｇｉｎｇ １６／２４／０
Ｂｏｏｓｔｉｎｇ ８／１８／１４ ５／１７／１８

ＲａｎｄｏｍＦｏｒｅｓｔ １２／２０／８ ６／２１／１３ １５／２１／４
ＡＯＤＴ １７／１８／５ ７／２７／６ ２１／１６／３ １２／２３／５

７３４第 ２ 期 周传华：平均１依赖决策树集成算法



４ 结论

本文从基于多任务集成学习的角度阐述了平均１
依赖贝叶斯分类器算法的工作原理，并提出了平均 １
依赖决策树集成学习算法．实验结果表明，该算法可以
显著提高决策树学习算法的分类性能，并且具有很好

的抗噪声性能．平均１依赖集成算法的优点是，可以适
用于不稳定的基学习器（如决策树）以及稳定的基学习

器（如ＮａｖｅＢａｙｅｓ），具有很好的健壮性以及支持并行化
等．

值得注意的是，在本文实验中的使用的 ４０个 ＵＣＩ
数据集，虽然代表了许多不同的具体应用的特性，但是

它们无论是属性个数还是样例的个数都是较小或中等

规模的．因此，本文的实验结果和结论对于这些较小或
中等规模的ＵＣＩ数据集上是成立的．但是，对于属性和
样例个数非常大的应用场合，如生物信息，时间序列和

文本等领域的大规模高维数据．对于这些应用，一般都
需要根据数据的特性对标准的学习算法做相应的调整

以有效地处理这类数据，ＡＯＤＴ算法亦然．因此如何修
改ＡＯＤＴ算法以处理该应用下的数据还有待进一步的
研究．
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